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ÖZ 
Tek eksenli sıkışma dayanımı (UCS) mühendislik projelerinde en önemli tasarım parametrelerinden biri olup; bir 

çok projede ve sınıflama sistemlerinde doğrudan kullanılan bir parametredir. UCS’nin elde edilmesindeki 

güçlükler göz önüne alındığında; makine öğrenimi temelli yaklaşımlar ile tahmin edilmesi dikkat çekmektedir. 

Çalışma kapsamında bazalt bloklarından alınan 137 adet karot örneği üzerinde gerçekleştirilen laboratuvar deney 

sonuçları kullanılarak iki ayrı model elde edilmiştir. Bu modellerde görünür gözeneklilik (n), p dalga hızı (Vp) ve 

birim hacim ağırlık (n) değerleri girdi parametreleri olup; makine öğrenimi yöntemleri ile UCS tahmin edilmeye 

çalışılmıştır. Bu amaçla; Gauss Süreç Regresyonu (GSR), Destek Vektör Makineleri (DVM) ve Ağaç Toplulukları 

Yöntemleri (AT) olmak üzere üç farklı makine öğrenimi yöntemi kullanılmıştır. İki ayrı modele ait beş farklı veri 

seti için uygulanan üç ayrı makine öğrenimi yönteminin performanslarının değerlendirmesinde R2 (determinasyon 

katsayısı), RMSE (kök ortalama kare hata), MSE (ortalama kare hata) ve MAE (ortalama mutlak hata) performans 

indisleri kullanılmıştır. Buna göre; genel olarak üç ayrı makine öğrenimi yönteminin de UCS’ nin tahmininde 

başarılı olduğu değerlendirilmiş olmakla birlikte AT yönteminin genel olarak daha yüksek tahmin performansı 

verdiği belirlenmiştir.   

 

Anahtar Kelimeler: Tek eksenli sıkışma dayanımı, Destek vektör makineleri, Gauss süreç yönetimi, Ağaç 

toplulukları 

 

 

Evaluation of Uniaxial Compressive Strength of Basalts using 

Machine Learning Methods and Comparison of Their Performances  
 

ABSTRACT 
Uniaxial compressive strength (UCS) is one of the most critical design parameters of engineering projects, which 

is directly used parameter in many projects and classification systems. Considering the difficulties in obtaining the 

UCS, it is remarkable that it is estimated using machine learning-based approaches. In this study, two different 

models were constructed using laboratory results of the 137 core samples. Apparent porosity (n), p wave velocity 

(Vp), and unit weight (n) values are the input parameters in these models; the UCS was tried to estimated by 

machine learning-based methods. For this purpose, three different machine learning methods, such as Gaussian 

Process Regression (GSR), Support Vector Machine (SVM), and Ensembles of Tree (ET) were employed. R2 

(Coefficient of Determination), RMSE (Root Mean Square Error), MSE (Mean Square Error), and MAE (Mean 

Absolute Error) performance indices were used to evaluate the performances of three different machine learning 
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methods for five different data sets of two different models. According to these assessments, it was determined 

that all three different machine learning methods were successful for estimating UCS in general; however, the ET 

method generally had higher prediction performance. 

 

Keywords: Uniaxial compressive strength, Support vector machine, Gaussian process regression, Ensembles of 

tree 
 

I. GİRİŞ 
 

Tek eksenli sıkışma dayanımı kaya ve toprak türü zeminlerin en önemli mekanik özelliklerinden biri 

olup; madencilik, inşaat mühendisliği, jeoteknik projelerde ve sınıflama sistemlerinde kullanılmaktadır. 

Yüksek kalitede karot örneği gerekliliği, deney aletinin kullanımının zahmetli oluşu, maliyet ve zaman 

kaybı gibi durumlar nedeniyle sağlam kayanın tek eksenli sıkışma dayanımını (UCS) tahmin edebilmek 

için literatürde çok sayıda çalışma yapılmıştır. Bu çalışmaların bir kısmı UCS ile ilişkili olan farklı girdi 

parametreleri kullanılarak ampirik eşitlikler yardımıyla UCS’ yi tahmin etmeye yönelik çalışmalardır 

[1]-[5]. Bir kısmı ise; hem ampirik eşitlikler kullanarak hem de yapay zeka yöntemlerini birlikte 

kullanarak farklı kaya türleri için UCS’ yi tahmin etmeye yönelik çalışmalardır [6]-[13]. Ayrıca 

kayaların farklı fiziksel ve mekanik parametrelerini kullanarak sadece yapay zeka yöntemleri ile UCS’yi 

tahmin eden çok sayıda çalışma bulunmaktadır [14]-[19].  

 

Son dönemlerde özellikle yüksek tahmin performansından dolayı makine öğrenimi temelli yaklaşımlar 

UCS’ nin de tahmininde yer bulmaktadır. Bargezar vd. [20] taravertenlerde UCS’yi tahmin ettikleri 

çalışmalarında ağaç toplulukları yöntemlerini, çok değişkenli uyarlanabilir regresyon eğrileri 

(multivariate adaptive regression splines) ve yapay sinir ağları (ANN) yöntemlerini kullanmışlardır. 

Travertenlerin fiziksel ve mekanik parametrelerinin girdi olarak kullanıldığı çalışmada ağaç toplulukları 

yöntemlerine ilave olarak başka makine öğrenimi yöntemlerinin de uygulanabileceği belirtilmiştir. 

Shahani vd. [21] Pakistan Thar kömür alanında yer alan sedimanter kayaların UCS’lerini tahmin etmeye 

yönelik dört gradyan artırma (gradient boosting) makine öğrenimi yöntemi uygulamışlardır. Çalışmada 

XGBoost algoritmasının diğer yöntemlerle karşılaştırıldığında en doğru sonucu verdiği vurgulanmıştır.  

Kahn vd. [22] mermerlerin fiziksel mekanik ve kimyasal özelliklerini kullanarak UCS ve Young 

Modülü’nün tahmini için çoklu regresyon, rastgele orman (random forest), yapay sinir ağları ve k-en 

yakın komşu (k- nearest neigbour) yöntemlerini kullanmışlardır. Yöntemlerin performansını 

karşılaştırmışlar ve rastgele orman yöntemi ile oluşturulan modelin en başarılı tahmin performansını 

gösterdiğini belirtmişlerdir. 

 

Bazaltların dayanım parametrelerinin hasarsız yöntemlerle tahmin edilmesine yönelik çalışmalar 

literatürde yer bulmaktadır [23]-[25]. Bu çalışmalarda tarihi ve kültürel alanlarda kullanılan bazaltların 

fiziksel ve mekanik özellikleri değerlendirilmiştir. Yine bazaltların yapı malzemesi olarak kullanımına 

yönelik çalışmalar mevcuttur [26]-[28]. Çanakcı vd. [29] bazaltların fiziksel ve indeks özelliklerini 

kullanarak UCS ve çekilme dayanımını tahmin ettikleri çalışmalarında çoklu regresyon, yapay sinir 

ağları ve genetik ifadeli programlama (gene expression programming) yöntemlerini kullanmışlardır. 

Çalışmada yapay sinir ağlarının diğer iki yöntemden daha iyi performans gösterdiğini vurgulamışlardır. 

Endait ve Juneja [30] bazaltlarda nokta yükü dayanım indeksi ile UCS arasında ilişkiler bulmaya 

çalışmışlardır. Teymen ve Mengüç [31] bazaltları da içlerine alan farklı bir çok kaya örneğinden alınan 

karotlarda kayaların mekanik ve indeks özelliklerini kullanarak UCS’yi tahmin etmeye çalışmışlardır. 

Çalışmalarında çoklu regresyon, ANFIS, ANN ve genetik ifadeli programlama yöntemlerini 

kullanmışlar ve yöntemlerin tahmin performanslarını farklı performans indisleri ile karşılaştırmışlardır. 

Gül vd. [32] üç farklı kaya türünde (bazalt, kireçtaşı ve dolomit) gerçekleştirilen fiziko mekanik 

deneylerden elde ettikleri sonuçları çok katmanlı algılayıcı yapay sinir ağı (Multilayer Perceptron Neural 

Network), M5 Model Ağacı (M5 Model Tree), aşırı öğrenme makineleri (Extreme Learning Machine)  

yöntemlerini kullanarak UCS’yi tahmin etmeye çalışmışlardır. Çalışmanın sonucunda tüm yöntemlerin 

heterojen kayaların tek eksenli sıkışma dayanımını yüksek doğrulukla tahmin ettiğini ifade etmişlerdir.  
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Literatürde bazaltların tek eksenli sıkışma dayanımın makine öğrenimi temelli yöntemlerle 

belirlenmesine yönelik çalışmalar sınırlı olup, bu çalışmada Kars Digor-Kilittaşı bölgesinden alınmış 

bazaltların görünür gözeneklilik (n), p dalga hızı (Vp) ve birim hacim ağırlık (n) parametreleri 

kullanılarak, UCS değerleri Gauss Süreç Regresyonu (GSR), Destek Vektör Makineleri (DVM) ve Ağaç 

Toplulukları (AT) yöntemleri  ile tahmin edilmeye çalışılmıştır. Literatürde bu yöntemlerle bazaltların 

tahmin edilmesine yönelik bir çalışma mevcut değildir. Bu çalışma, makine öğrenimi temelli 

yöntemlerle kayaların dayanım özelliklerinin tahminin yaygınlaşması açısından literatüre katkı 

sağlayacak niteliktedir.  

 

II. ARAZİ VE LABORATUVAR ÇALIŞMALARI 
 

Çalışma alanı Türkiye’nin kuzey doğusunda yer alan Kars Digor-Kilittaşı arasındaki bölgeyi 

kapsamaktadır (Şekil 1, [33]). Çalışma kapsamında yer bulduru haritasında belirtilen 72 ayrı 

lokasyondan alınan Erken Pleyistosen yaşlı [34], [35] bazalt örnekleri için laboratuvar deneyleri 

uygulanmıştır. Bu amaçla 137 adet karot örneği için gerçekleştirilmiş olan birim hacim ağırlık (n), 

görünür gözeneklilik (n), p dalga hızı (Vp) ve tek eksenli sıkışma dayanımı (UCS) deney sonuçları 

çalışmada değerlendirilmiştir.  

 

  
 

Şekil 1. Çalışma alanının yer bulduru haritası [1] 

 

III. VERİ SETİ  
 

Çalışma kapsamında değerlendirilen 137 adet karot örneği için uygulanan deneylere ait sonuçlar 

çalışmanın veri setini oluşturmuştur. Öncelikle bu veri seti için temel tanımlayıcı istatistiksel 

değerlendirmeler yapılmıştır (Tablo 1).  Buna göre; ortalama görünür gözeneklilik (n) %2.343, ortalama 

p dalga hızı (Vp) 4505.07 m/s, ortalama birim hacim ağırlık (n) 23.98 kN/m3 ve ortalama tek eksenli 

sıkışma dayanımı (UCS) değeri ise 85.40 MPa’dır. Tablo 2’de bağımsız değişkenlerin birbirleri ile olan 

ilişkileri çoklu bağlanımlılık (multi collinearity) açısından değerlendirilmiş, en yüksek korelasyon n ile 

n arasında çıkmıştır. Çalışmada kullanılan her bir veri için SPSS Statistics v23.0 [36] kullanılarak 

hazırlanan histogram grafikleri Şekil 2’de verilmiştir. Ayrıca, her bir bağımsız değişkenin bağımlı 

değişken UCS ile olan ilişkisi basit regresyon analizleri ile ortaya konulmuştur (Tablo 3). Basit 

regresyon analiz sonuçlarına göre; en yüksek determinasyon katsayıları UCS ve n arasında olup; en 

yüksek değeri 0.5933 ile üstel bir fonksiyondur. UCS ile n arasında ve yine UCS ile Vp arasında 

eksponansiyel bir ilişki çıkmıştır. Çalışma kapsamında bağımsız değişkenler ile UCS arasında genel 

olarak doğrusal olmayan bir ilişki bulunmaktadır. UCS’nin n, Vp ve n parametreleri kullanılarak 



1062 

 

tahmininde basit regresyon analizleri yeterli olmamaktadır. Bundan dolayı çalışma kapsamında iki girdi 

parametreli modeller oluşturulmuştur.  

 
Tablo 1. Temel istatistiksel analizler 

 

Parametreler Veri 

Sayısı 

En 

Küçük En Büyük Ortalama 

Standart 

Hata Standart Sapma 

n (%) 137 0.024 9.755 2.343 0.166 1.945 

Vp (m/s) 137 2123.00 6167.00 4505.07 67.69 792.27 

n (kN/m3) 137 18.15 27.86 23.98 0.21 2.42 

UCS (MPa) 137 13.19 177.39 85.40 3.71 43.38 

 

Tablo 2. Bağımsız değişkenler arasındaki korelasyon (R2) 
 

  

n 

(%) 
Vp  

(m/s) 

n  

(kN/m3) 

n (%) 1 -0.656 -0.786 

Vp (m/s)   1 0.554 

n (kN/m3)     1 

  

 

   
(a)                                                          (b) 
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                                                    (c)                                                            (d) 

 

Şekil 2. Çalışmada kullanılan parametrelere ait histogram grafikleri (a) n (%), (b) Vp, (c) n ve (d) UCS 

 

 

Tablo 3. Basit regresyon analizleri (R2) 

 

Modeller 
Bağımlı 

Değişken 

n  

(%) 
Vp  

(m/s)  
n 

(kN/m3) 

Eksponansiyel UCS (MPa) 0.3870 0.2694 0.5913 

Doğrusal UCS (MPa) 0.3149 0.2671 0.5579 

Logaritmik UCS (MPa) 0.2607 0.2496 0.5479 

Üstel UCS (MPa) 0.2649 0.2527 0.5933 

 

 

IV. MODELLEME  
 

Çalışma kapsamında UCS’nin tahmin edilmesine yönelik iki parametreli iki ayrı model oluşturulmuştur. 

Vp’nin ve n’nın girdi parametresi olduğu Model 1 ile Vp‘ nin ve n’nin girdi parametresi olduğu Model 

2 çalışmada analiz edilmiştir. Bu iki model rastgele seçilmiş beş ayrı seti için ayrı ayrı 

değerlendirilmiştir. Çalışmada kullanılan toplam 137 adet veri setinin %80’i eğitim ve %20’si test verisi 

olmak üzere ikiye bölünmüştür [37]-[39]. Çalışma kapsamında DVM, GSR ve AT olmak üzere üç ayrı 

makine öğrenimi yöntemi uygulanmıştır.  

 

A. DESTEK VEKTÖR MAKİNELERİ (DVM) 

 

Vapnik 1990’larda destek vektör makinelerini (DVM) ortaya koymuştur [40]. DVM, veri hakkında 

birleşik dağılım fonksiyonuyla ilgili bilgiye ihtiyaç duymaz ve bu nedenle dağılımdan bağımsız 

çalışabilir [41]. DVM’de amaç, sınıfları birbirinden ayırmaktır. Bu amaçla en uygun ayırma düzlemi 

(hiper-düzlem) bulunmaya çalışılır. Böylece farklı sınıflara ait destek vektörleri arasındaki uzaklığın 

olabildiğince büyük olması sağlanır [42].  DVM’ler sinir ağlarının farklı yöntemlerini birlikte kullanırlar 

[43], [44]. DVM, yüksek genelleme yeteneğine sahip olduğundan ses tanıma, yüz tanıma, metin 

sınıflandırma gibi birçok farklı alanda kullanılmaktadır [45], [46]. 
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DVM ilk zamanlarda doğrusal verileri iki sınıfa ayırmak için kullanılmıştır. Günümüzde ise doğrusal 

olmayan ve çok sınıflı verilerle çeşitli tahminler üretebilmek amacıyla da kullanılabilmektedir [47]. 

DVM içi en uygun hiper-düzleme ait denklemler Eşt. 1’de ve Eşt.2’de gösterilmektedir. 

 

𝑤. 𝑥𝑖 + 𝑏 ≥ +1, 𝑦 = +1              (1) 
 

𝑤. 𝑥𝑖 + 𝑏 ≤ +1, 𝑦 = −1              (2) 

 

Burada 𝑥 ∈  𝑅𝑁  N-boyutlu uzayı, 𝑦 ∈ {−1, +1} sınıf etiketlerini, w ağırlık yöneyini, b eğilim değerini 

göstermektedir [48], [49]. 

 

B. GAUSS SÜREÇ REGRESYONU (GSR) 

 
Gauss süreç regresyonu (GSR), çoğunlukla doğrusal olmayan regresyon problemlerini çözebilmek 

amacıyla kullanılır. Parametrik olmayan, olasılıklı problemlerde tercih edilir [50], [51]. GSR, Bayesci 

bir yaklaşıma sahiptir ve küçük veri kümelerinde bile başarılı sonuçlar elde edilebilir [52]. GSR 

yönteminde en doğru seçeneğin tespit edilebilmesi için farklı kovaryans fonksiyonları 

kullanılabilmektedir [53]. Gauss süreç fonksiyonu Eşt. 3’te f(x) olarak gösterilmektedir [54]. 

 

𝑓(𝑥) = 𝐺𝑃(𝑚(𝑥), 𝑘(𝑥. 𝑥′))              (3) 

 

Eşt. 3’te 𝑘(𝑥. 𝑥′) kovaryans fonksiyonu ve 𝑚(𝑥) ortalama fonksiyonudur. Kovaryans fonksiyonunun 

açılımı Eşt. 4’te verilirken, ortalama fonksiyonu ise Eşt. 5’te verilmektedir. 

 

𝑘(𝑥, 𝑥′) = 𝐸[(𝑓(𝑥) − 𝑚(𝑥))(𝑓(𝑥′) − 𝑚(𝑥′))]                        (4) 

 

𝑚(𝑥) = 𝐸[𝑓(𝑥)]               (5) 

 

Gauss sürecinin hiper-parametreleri kovaryans ve ortalama fonksiyonlarıdır [55]. Kovaryans 

fonksiyonu ortalama fonksiyonunun güven düzeyi ölçüsü olarak kullanılır [56].  

 

C. AĞAÇ TOPLULUKLARI (AT) 
 

Ağaç toplulukları (AT), birden çok ağaçtan gelen bilgileri büyüterek toplayan aşamalı bir süreçtir. Her 

ağaç daha önce yetiştirilmiş ağaçlardan gelen bilgiler kullanılarak büyütülmektedir. İşleyiş, orijinal 

verilere bir regresyon ağacı sığdırarak başlamakta ve önceki modelin artıkları üzerine regresyon ağaçları 

uydurarak sürekli güncellemektedir. Bir model verildiğinde, sonuç değişkeni yerine modelin 

kalıntılarına bir ağaç yerleştirilmektedir. Bu yeni ağaç daha sonra artıkları güncellemek için takılan 

fonksiyona eklenmektedir. Her bir ağacın yapısı, yetiştirilmiş olan ağaçlara büyük ölçüde bağlıdır [57]. 

 

Ağaç toplulukları bir tür topluluk sınıflandırıcı sistemi olarak kullanılabilmektedir. Çoklu 

sınıflandırıcılar makine öğreniminde yaygın olarak araştırılan ve kullanılan bir yaklaşımdır. Çok sayıda 

çalışma, birçok kararsız sınıflandırıcının tek bir toplu sınıflandırıcıda birleştirilmesinin, tek bir kararsız 

sınıflandırıcı örneğine göre çok daha iyi bir performans ortaya koyduğunu göstermektedir [58]-[61]. 

Karar ağaçları ve sinir ağları, kararsız sınıflandırıcılara örnek olarak verilebilir [62]. Bu tür kararsız 

sınıflandırıcıların tahmin yeteneği, eğitim setindeki küçük bir bozulmadan bile büyük ölçüde 

ettkilenebilmektedir. Bu nedenle çeşitli stratejilere sahip karar ağaçları ve sinir ağları toplulukları 

önerilmiştir [61], [63]-[65]. Rastgele orman bu tür topluluklara iyi bir örnektir [66]. Sınıflandırma ve 

regresyon görevlerinde üstün performansa sahip torbalama ve rastgele altuzay yöntemleri kullanılarak 

oluşturulan karar ağaçlarından oluşan bir komitedir [67]. 

 

Ağaç topluluklarında, sınıflandırma performansını iyileştirmek için gradyan artırma ve rastgele orman 

gibi çeşitli topluluk yöntemleri yaygın olarak kullanılmaktadır. Karar ağaçları, sinir ağı tabanlı 

sınıflandırıcılar ile karşılaştırıldığında eğitim ve sınıflandırmada çok daha hızlıdır ve ayarlar için çok 
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daha az parametreye ihtiyaç duymaktadırlar. Kolayca paralelleştirilebilirler ve gürültüyü etiketlemek 

için güçlü bir yöntemdir [68]. 

 

V. PERFORMANSLARIN KARŞILAŞTIRILMASI 
 

İki girdi parametreli iki farklı model için (Model 1 ve Model 2) DVM, GSR ve AT’nin UCS’nin 

tahminindeki performansları; determinasyon katsayısı (R2- Coefficient of Determination), kök ortalama 

kare hata (RMSE-Root Mean Square Error), ortalama kare hata (MSE-Mean Square Error) ve ortalama 

mutlak hata (MAE-Mean Absolute Error) performans indisleri ile değerlendirilmiştir. Bu amaçla 

analizlerde kullanılan beş ayrı veri setinin test verilerine ait sonuçları karşılaştırılmıştır.  

 

Bir modelde en yüksek tahmin değeri R2 için 1,  RMSE, MSE ve MAE için ise 0’dır (Eşt. 6-8). 

 

𝑅𝑀𝑆𝐸 = √
1

𝑁
∑ (𝑦𝑖 − 𝑦𝑖

′)2𝑁
𝑖=1                                                                                                                     (6) 

 

𝑀𝑆𝐸 =
1

𝑁
∑ (𝑦𝑖 − 𝑦𝑖

′)2𝑁
𝑖=1                                                                                                                          (7) 

 

𝑀𝐴𝐸 =
1

𝑁
∑ |𝑦𝑖 − 𝑦𝑖

′|𝑁
𝑖=1                                                                                                                            (8) 

 

Burada, 𝑦𝑖  ölçülen değeri, 𝑦𝑖
′
 tahmin edilen değeri, N ise veri sayısını ifade etmektedir. Tablo 4’te 

analizler sonucunda her iki model için belirlenmiş R2, RMSE, MSE ve MAE değerleri yer almaktadır. 

Her iki model için belirlenen performans indisleri Şekil 3’te grafiksel olarak sunulmuştur. Birden fazla 

değerlendirme indisinin ve tahmin yönteminin bir arada kullanıldığı çalışmalarda sadece performans 

indislerine bakarak kullanılan analiz yöntemlerini ya da veri setinin başarısını değerlendirmek oldukça 

güçleşmektedir. Bu nedenle çalışmada, daha kolay ve daha sağlıklı bir karşılaştırma için Zorlu vd. [69] 

ve Yagiz vd. [70] tarafından önerilen puanlama esaslı yöntem kullanılmıştır. Buna göre her iki model 

ve tüm makine öğrenimi için tüm performans indis değerleri 1-5 arasında puanlanmıştır. R2’nin en iyi 

performans değeri için 5, en kötü değeri için 1, diğer performans indisleri için ise; en düşük hata değeri 

için 5, en yüksek hata değeri için ise; 1 değeri verilmiştir (Tablo 5). Her bir model ve yönteme ait 

puanlamalar için ayrıca kolon grafikler hazırlanmıştır (Şekil 4). Öncelikle her bir modelde uygulanan 3 

ayrı makine öğrenimi yöntemi için hangi veri setinin daha başarılı olduğu değerlendirilmiştir. Bu amaçla 

her bir makine öğrenimi yönteminde her bir veri seti için tüm peformans indis puan toplamlarına 

bakılarak değerlendirme yapılmıştır (Tablo 5). İkinci aşamada rastgele seçilmiş beş ayrı veri setinden 

hangisinin modellerde en başarılı veri setini oluşturduğu tespit edilmeye çalışılmıştır. Bu amaçla, her 

bir veri setinde yer alan tüm yöntemlere ait performans indis puanları toplanmış ve en yüksek puanı 

veren veri seti o model için en başarılı veri seti olarak belirlenmiştir (Tablo 5). Tablo 5’ te her iki model 

için seçilmiş veri setleri koyu renkte verilmiştir. Karşılaştırmanın son aşamasında en başarılı veri setleri 

içinde en iyi tahmin performansını veren makine öğrenimi yöntemi belirlenmeye çalışılmıştır. Burada 

her bir model için belirlenmiş en başarılı veri setleri içinde her bir makine öğrenimi yöntemine ait 

performans indisleri olan R2, RMSE, MSE ve MAE puanları toplanmış en yüksek puanı veren makine 

öğrenimi yöntemi belirlenmiştir (Tablo 6). Ayrıca belirlenen bu puanlar grafiksel olarak sunulmuştur 

(Şekil 5). Buna göre; Model 1 için Set 3 ve Model 2 için ise Set 4 çalışmanın en başarılı veri setleri 

olarak belirlenmiştir. Ayrıca genel olarak; çalışma kapsamında AT yöntemi en başarılı tahmin 

performansı gösteren yöntem çıkmıştır. 

 
Tablo 4. Modellere ait tahmin performansları 

 

Setler Yöntemler 

Model 1 (Vp, n) Model 2 (Vp, n) 

Test Test 

R2 RMSE MSE MAE R2 RMSE MSE MAE 

Set 1 DVM 0.85 17.48 305.71 11.86 0.85 17.45 304.6 11.73 

 GSR 0.71 23.69 561.45 18.52 0.66 26.31 692.44 21.33 
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 AT 0.9 14.05 197.35 5.47 0.74 24.39 594.8 9.24 

Set 2 DVM 0.74 21.9 479.71 13.37 0.74 21.86 477.8 13.2 

 GSR 0.81 19.05 362.78 15.37 0.6 27.19 739.08 21.9 

 AT 0.78 20.19 407.51 8.58 0.81 18.56 344.54 7.13 

Set 3 DVM 0.86 18.4 338.57 10.34 0.86 18.33 335.95 10.29 

 GSR 0.71 24.87 618.54 17.6 0.85 20.46 418.6 16.77 

 AT 0.97 8.45 71.36 1.79 0.97 8.42 70.85 1.9 

Set 4 DVM 0.91 14.87 221.06 9.81 0.92 14.83 219.91 9.78 

 GSR 0.64 27.95 781.15 21.03 0.73 25.1 629.9 20.05 

 AT 0.96 9.01 81.17 3.2 0.97 8.14 66.23 2.45 

Set 5 DVM 0.79 21.27 452.48 12.03 0.77 22.09 488.16 12.2 

 GSR 0.66 26.21 687.16 20.49 0.46 32.19 1,035.96 27.41 

 AT 0.78 20.4 416.34 8.63 0.71 23.92 572.3 11.9 

 

 
(a)                                                         
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(b) 

  
Şekil 3. Modellere ait tahmin performansları için oluşturulmuş çizgi grafikler (a) Model 1 (b) Model 2 

 
Tablo 5. Her bir model ve yönteme ait puanlamalar 

 

Setler Yöntemler 
Model 1 (Vp, ) Model 2 (Vp, n) 

Test Test 

R2 RMSE MSE MAE R2 RMSE MSE MAE 

Set 1 

DVM 3 4 4 3 3 4 4 3 
GSR 3 4 4 3 3 3 3 3 
AT 3 3 3 3 2 1 1 2 

Set 2 

DVM 1 1 1 1 1 2 2 1 
GSR 5 5 5 5 2 2 2 2 
AT 2 2 2 2 3 3 3 3 

Set 3 

DVM 4 3 3 4 4 3 3 4 
GSR 4 3 3 4 5 5 5 5 
AT 5 5 5 5 4 4 4 5 

Set 4 

DVM 5 5 5 5 5 5 5 5 
GSR 1 1 1 1 4 4 4 4 
AT 4 4 4 4 5 5 5 4 

Set 5 

DVM 2 2 2 2 2 1 1 2 

GSR 2 2 2 2 1 1 1 1 

AT 1 1 1 1 1 2 2 1 
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(a) 

  

 
(b) 

 

Şekil 4. Her bir model ve yönteme ait puanlamalar için oluşturulmuş kolon grafikler (a) Model 1 (b) Model 2 

 

 

Tablo 6. Model 1’e ve Model 2’ ye ait  en başarılı veri setlerinin her bir makine öğrenimine ait puanları 

 

Setler 
Puan 

DVM GSR AT 

Model 1-SET 3 14 14 20 

Model 2-SET 4 20 16 19 
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Şekil 5. Model 1’e ve Model 2’ ye ait  en başarılı veri setlerinin her bir makine öğrenimine ait puanlarının 

grafiksel gösterimi  

 

 

 

VI. SONUÇLAR VE TARTIŞMA 
 

Bir çok alanda kullanılan bazaltların tek eksenli sıkışma dayanımının belirlenmesi mühendislik 

çalışmaları için önemli olup; bu parametrenin elde edilmesinde karşılaşılabilecek güçlüklerden dolayı 

kolay elde edilebilir başka parametreler kullanılarak tahmin edilmeye çalışılmaktadır. Bu amaçla 

çalışma kapsamında 137 karot örneği için gerçekleştirilmiş olan n, Vp, n laboratuvar deney sonuçları 

kullanılarak UCS değerleri tahmin edilmeye çalışılmıştır. Çalışmada DVM, GSR ve AT olmak üzere üç 

makine öğrenimi yöntemi kullanılmıştır. Bu yöntemlerin başarısı rastgele seçilmiş beş ayrı veri seti için 

iki ayrı modelde uygulanmış ve toplam veri seti %80 eğitim ve %20 test verisi olarak ayrılmıştır. 

Uygulanan üç farklı makine öğrenimi yönteminin değerlendirilmesi için farklı performans indisleri (R2, 

RMSE, MSE ve MAE) kullanılmıştır. Birden fazla performans indisinin kullanıldığı durumlarda daha 

kolay bir değerlendirme sağlayabilmek için puanlama esaslı bir yöntem uygulanmıştır.  

Buna göre, yapılan değerlendirmeler ve puanlamalara göre; 

 

- Model 1’ de; DVM için SET 4, GSR için SET 2, AT için ise; SET 3 en başarılı veri seti olarak 

belirlenmiştir. Model 2’de; DVM için SET 4, GSR için SET 3, AT için ise; SET 4 en başarılı veri seti 

olarak belirlenmiştir. 

- Model 1 için SET 3, Model 2 için ise SET 4 çalışmanın en başarılı veri setleri olarak belirlenmiştir.  

- Tablo 6’ da verilen puanlamaya göre; her bir model için seçilen en iyi veri setlerine göre değerlendirme 

yapılmıştır. Buna göre; Model 1-SET 3 için en başarılı tahmin performansı sunan makine öğrenimi 

yöntemi AT’ dir. Model 2-SET4 için ise; AT ve DVM birbirine çok yakın sonuçlar vermekle birlikte 

DVM daha yüksek performans göstermiştir. Ancak o veri seti için bakıldığında AT yönteminin genel 

olarak başarılı bir tahmin performansı sunduğu söylenebilmektedir.  

 

Bu çalışma kapsamında değerlendirilen üç makine öğrenimi yöntemi de yüksek tahmin performansına 

sahip yöntemlerdir. Ancak veri tabanlı çalışmaların başarısı veri sayısı ve veri kalitesine bağlıdır. 

Çalışmada yeni bir veri seti mevcut olduğunda ileride yapılacak çalışmalarda analiz edilerek daha doğru 

sonuçların elde edilmesi mümkündür. Bu çalışmanın bir sınırlayıcı durumu kaya türüdür. Çalışma 

bazaltlarda uygulanmıştır. Başka kayalarla ve daha geniş veri seti ile çalışıldığında çalışmanın hem 

doğruluğu hem de genelleştirme kapasitesi artmış olacaktır. Bu tür çalışmaların bir diğer sınırlayıcısı 

ise; analiz sonuçlarının çalışmada kullanılan veri aralığı ile sınırlı olmasıdır. Bu çalışmada elde edilen 

sonuçlar burada kullanılan veri aralığı için başarılıdır.  
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Çalışmada elde edilen sonuçlara bakıldığında; bazaltlar için uygulanan 3 ayrı makine öğrenimi yöntemi 

de genel olarak UCS’nin tahmin edilmesinde başarılı tahmin sonuçları vermektedir. Bazaltlarda 

UCS’nin tahmininde bu yöntemler çok yaygın kullanılmamakla birlikte; çalışma bu anlamda literatüre 

katkı sağlayacak niteliktedir.  
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