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OZET/ABSTRACT

Gilinlimiizde bilisim teknolojileri hemen hemen her alanda kullanilmaktadir. En ¢ok kullanilan
alanlardan bir tanesi de saglik sektoriidiir. Dijital hastane sistemlerinin kullanilmasiyla birlikte hasta
verileri artik bilgisayar ortaminda saklanmakta ve boylelikle biyomedikal veri kiimeleri olugsmaktadir.
Boyut olarak ¢ok biiylik olan bu veri kiimelerinin bir insan tarafindan analiz edilmesi ve yorumlanmasi
cok zordur. Bunun i¢in bilgisayar miihendisligi ¢alisma alanlarindan biri olan makine &grenmesi
algoritmalar1 kullanilir. Bu calismada 6 tane makine 6grenmesi algoritmalarinin basarimlar1 9 farkli
biyomedikal veri kiimesi tlizerinde test edilmistir ve elde edilen sonuglar istatistiksel olarak
karsilastirilmistir. Deneysel ve istatistiksel sonuglar birlikte incelediginde kiigiik ve orta biiyiikliikteki
biyomedikal veri kiimeleri i¢in Yapay Sinir Aglar1 algoritmasi siniflandirma basarimm acisindan ve K-
en Yakin Komsu algoritmasi ise ¢alisma zamani agisindan daha basarili olmustur. Bu ¢aligmanin bir
béliimii ASYU 2014/izmir sempozyumunda bildiri olarak sunulmustur.

Nowadays, information technology is used in nearly every field. One of the most used is the
health sector. Patient datas are stored in computers with the using of digital hospital systems and in this
way biomedical data sets are consisted. The size of these data sets is too large and it is very difficult to
be analyzed and interpreted by a human. The machine learning algorithms which are workspace of
computer engineering are used for analyzing and interpreting these data sets. In this study 6 machine
learning algorithms’ performance has been tested with using 9 different biomedical data sets and the
obtained results were compared statistically. According to the experimental and statistical results of
this study, for the small and medium sized datasets Artificial Neural Network algorithm and K-Nearest
Neighbor algorithm are succeeded in terms of classification accuracy performance and cpu time
performance, respectively. A part of this work was presented at the ASYU 2014/Izmir symposium.
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1. GIRIS

Giliniimiizde saglik alanindaki problemlerin ¢6ziimii i¢in, 6zellikle hastaliklarin teshisi
konusunda, doktorlarin kararina destek olabilecek makine 6grenmesi temelli 6nemli ¢alismalar
yapilmaktadir. Makine 6grenmesinin bir alt dali olan siniflandirma algoritmalar1 da bu alanda
kullanilmaktadir. Siniflandirma algoritmalar1 oncelikle hastaliklar ile ilgili gegmise yonelik
hasta verilerini kullanarak kendisini egitir. Egitimi tamamlanmis siniflandirma algoritmasi daha
sonra olast hastalar veya hastaliklar i¢in tahminde bulunur. Doktorlara hastalik teshisinde
yardimci olan siniflandirma algoritmalar1 temelli bu sistemlere karar destek sistemleri adi
verilir. Karar destek sistemlerini olusturan siniflandirma algoritmalar1 konusunda biyomedikal
veri kiimeleri konusunda giiniimiize kadar bir¢ok ¢aligsma gergeklestirilmistir.

Jin Huang ve arkadagslar1 Naive Bayes (NB), Karar Agaclari ve Destek Vektor Makinelerini
(DVM) kullanarak ¢esitli veri kiimeleri tizerinde veri siniflandirma yapmislardir. Bu ¢alismada
DVM algoritmasinin, uygulanan veri kiimeleri i¢gin NB ve C4.5 algoritmalarindan daha ytiksek
basarimli oldugu ancak yapilan istatistiksel testler sonucunda aradaki farkin kayda deger
oranlarda olmadigi bulunmustur (Huang vd., 2003).

E. Kaya ve arkadaslari, NB, k-En Yakin Komsu (k-EYK) , C4.5 Karar Agaglar1 Algoritmasi
ve DVM algoritmalarini kullanarak Parkinson veri kiimesi lizerinde siniflandirma yapmaislardir.
Bu calismada siniflandirma Oncesi veriler {lizerinde ayrigtirma yapmanin siniflandirmalarin
basarist iizerine etkileri gozlemlenmistir. Calismaya gore Parkinson veri kiimesi iizerinde
yapilan ayristirma islemi kullanilan tiim siniflandirici algoritmalar igin iyi sonuglar vermesine
karsin, en iyi sonucu DVM algoritmasi elde etmistir (Kaya vd., 2011).

Kai Fu ve arkadaslari, Hilbert -Huang doniisiim metodu ile beraber DVM algoritmasini
kullanarak EEG veri kiimesi {izerinde siniflandirma islemi gergeklestirmistir. Bu ¢alismadan
elde edilen sonuglara gore kullanilan yontemin, % 99.125 gibi iyi bagsarim oranina ulastigi
goriilmiistiir ve daha Once iizerinde calisilan birgok yaklasimdan daha iyi oldugu
gozlemlenmistir (Fu vd., 2014).

I. Nitze ve arkadaglari, arazi Ortiisii gorlntiilerini kullanarak Rastgele Orman (RO)
algoritmasi ve MODIS zaman serisi ile siniflandirma yapmislardir. Calismada RO algoritmasi
kullanilarak NDVI ve EVI zaman serileri kiyaslanmistir (Nitze vd., 2015).

U. Rajendra Acharya ve arkadaslari, Yapay Sinir Aglar1 (YSA) ve bulanik denklik
bagintisin1 kullanarak kalpten elde edilen veriler {izerinde hastalik teshisine yonelik
siniflandirma islemi gerceklestirmislerdir. Calismadan elde edilen sonuglara goére YSA
algoritmasinin ortalama % 85 civarinda basarim orani gosterirken bulanik denklik sisteminin
basariminin ortalama %90 oranlarinda oldugu gézlemlenmistir (Rajendra vd., 2003).

Bu caligmada 9 adet biyomedikal veri seti {izerinde deneyler yapilmistir. Kullanilan
siiflandirma algoritmalari ise literatiirde siklikla kullanilan k-EYK, NBCN2, DVM, RO ve
YSA algoritmalaridir (Altman, 2007; Farid vd., 2014; Clark ve Niblett, 1989; He vd., 2014;
Breiman, 2001; McCulloch ve Pitts, 1990).

Ikinci boliimde kullanilan biyomedikal ve smiflandirma algoritmalar agiklanacaktir. Daha
sonra ii¢lincii boliimde, yapilan deneysel calismalar gosterilecek ve algoritmalarin istatistiksel
karsilagtirmalar1 dordiincii bolimde yapilacaktir. En son boliim olan besinci boliimde ise
yapilan ¢caligma yorumlanacak ve bu calismayla ilgili gelecekte yapilabilecekler aciklanacaktir.
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2. YONTEM
2.1.Materyal

Bu calismada kullandigimiz, UCI veri ambarindan alinan veri kiimelerinin siif sayisi,
ozellik sayis1 ve 6rnek sayisi 0zellikleri Cizelge 1°de gosterilmektedir.

Cizelge 1. Kullanilan veri kiimelerinin 6zellikleri

No Veri Seti Sinif  Ozellik Ornek
Sayist Sayist  Sayisi
1  Dermatology 6 34 366
2  Echocardio 2 12 132
3  Breast cancer 2 10 699
4  Heart 5 13 303
Disease
5  Parkinson 2 22 197
6  Diabetes 2 19 155
7 Thyroid 3 5 215
8 Pima 2 8 768
9 Bupa 2 6 345

Dermatology: Ciltte olusan kizariklik, sertlesme, kasint1, yumusama, kepeklenme, ¢atlama;
kafa derisi, diz ve el dirseklerinde hastaligin goriilme diizeyi gibi medikal 6zellikler kullanilarak
hastanin hastalik simnifi tahmin edilmektedir. Hastalik siniflari: Sedef Hastaligi, Seboreik
Egzama, Liken Planus, Pitriyazis Rozea, Kronik Deri iltihabi, Pitriyazis Rubra Pilar.

Echocardio: Kalp krizi yasandiktan sonra hastanin kalp hareketlerinden olusan nitelikler
kullanilmaktadir. Ornek olarak kalp kesesinde sivi toplanip toplanmadigi, kalpte kismi
yaglanma orani, kalbin kasilma durumu, kalbin sol karmnciklarindaki hareket durumu gibi
degerler gbz oniinde bulundurulur. Bu 6zelliklerin yaninda hastanin krizden sonra hayatta olup
olmadigi, degilse hayatta kaldig: siire dikkate alinmaktadir. Tiim bu 6zelliklerin kullanilmasi
ile hastanin 1 yila yakin bir siire i¢inde hayatta kalip kalmadig1 sonucu elde edilmektedir.

Breast Cancer: Hastalik bolgesindeki tiimorlii alanin 6zellikleri siniflandirmada nitelik
olarak kullanilmaktadir. Ornegin: tiimorlii bolgenin kalinhigi, tiimérlii hiicrelerin sekil ve
biiyiikliik olarak birbirine benzemesi orani, tlimoriin viicuda yapigma orani gibi 6zellikler. Bu
ozelliklerin kullanilmasi ile timoriin 1y1 huylu veya kotii huylu olmasi sonucu elde edilir.

Heart Disease: Hastanin yas ve cinsiyet gibi 6zelliklerinin yaninda gdgsiindeki agr tipi,
kandaki en diisiik ve en yliksek seker seviyesi ile tansiyon degerleri gibi verilerin nitelik olarak
kullanilmasiyla hastanin kalp rahatsizlik seviyesi tahmin edilmektedir. 0 (sifir) kalpte
rahatsizligin hi¢ olmamasi olmak {izere, kalpteki rahatsizlik oran1 1, 2, 3 ve 4 degerleri ile
nitelendirilmektedir.

Parkinson: Hastanin konusma durumunda sesinde olusan dalgalanmalar, duyarli oldugu
maksimum, minimum, ortalama ses frekanslar1 gibi degerleri nitelik olarak kullanarak hastanin
parkinson hastas1 olma veya saglikli bir insan olma tahminini gerceklestirmek iizere
kullanilmaktadir.

Diabetes: Hastanin yas ve cinsiyet Ozelliklerinin yani sira viicutta rahatsizlik, kirginlik,
istahsi1zlik, karacigerde biiyiiklikk olup olmadig1; safra diizeyindeki diisiis miktar1, viicuttaki
fosfat ve alblimin gibi bazi degerlerin miktarlarinin 6zellik olarak kullanildigi bir veri
kiimesidir.
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Thyroid: RT3U (tiroid hormonlarin1 birbirine baglayan uglarin 6lgiimii) testinden elde
edilen degerler ile 6z sividaki bazi degerlerin 6zellik olarak kullanilmasi ile hastanin normal
oldugu, yiiksek veya diisiik derecede tiroit hastalikli oldugu tahmini i¢in kullanilan veri
kiimesidir.

Pima: Hastanin hamilelik sayisi, yasi, 6z sividaki insiilin miktari, glikoz yogunlugu,
derideki kivrim kalinlig1 ve viicut kitle indeksi gibi degerleri 6zellik olarak kullanan bir veri
kiimesidir.

Bupa: Hastanin kani ile ilgili yapilan testlerden elde edilen sonuglar ile giinliik alinan alkol
miktarinin 6zellik olarak kullanilmasi sonucu olusan bir veri kiimesidir.

2.2. Metot

Calismamizin akis diyagrami Sekil 1’de gosterilmektedir.

Veri Kiimesi 1 Veri Kiimesi 2 L Veri Kiimesi 10

Veri On Isleme

AN

Smiflandinier 1 Smflandinic: 2 Smiflandinc 6

Sonuclar ve Karsilastirma

Sekil 1. Yapilan ¢alismanin akis diyagrami
2.2.1. K-En Yakin Komsu Algoritmasi

K-En Yakin Komsu algoritmasi 6znitelik uzayindaki en yakin egitim 6rneklerine dayanarak
nesneleri siniflandiran, en basit oriintii tanima yontemlerinden birisidir. Bu algoritma verilen k
degeri kadar en yakin komsunun sinifina gore siniflandirma islemi yapmaktadir. k-EYK
algoritmasinda bir vektoriin  siniflandirilmasi, smift  bilinen vektorler kullanilarak
yapilmaktadir. Test edilecek 6rnek, egitim kiimesindeki her bir 6rnek ile tek tek isleme alinir.
Test edilecek 6rnegin siifini belirlemek i¢in egitim kiimesindeki o 6rnege en yakin k adet drnek
secilir. Secilen orneklerden olusan kiime igerisinde hangi sinifa ait en ¢ok Ornek varsa test
edilecek olan drnek bu sinifa aittir denilir. Ornekler aras1 uzakliklar Oklid (Euclidean) uzakhi
ile bulunur (Kiigiik vd., 2013). Esitlik 1, n boyutlu 2 nokta arasindaki uzakhig veren Oklid
uzaklik formiilidiir.

d(x, y) = V{ZF X — Y%} 1)
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2.2.2. Naive Bayes Algoritmasi

Naive Bayes Simiflandiricis1 Bayes teoremine dayanan basit bir olasiliksal siniflandirma
yontemidir. Mevcut siniflanmis durumdaki 6rnek verileri kullanarak yeni bir verinin mevcut
siniflardan herhangi birine ait olma olasiligini hesaplayan bir yaklasimdir. Bu siiflandiricida
nitelikler birbirinden bagimsiz olarak kabul edilir. Orneklerin hepsi ayni derecede &neme
sahiptir. Bir 6zelligin degeri baska bir 6zellik degeri hakkinda bilgi igermez.

Her biri n adet nitelikten olusan ve m adet siniftan herhangi birine dahil olan bir veri seti
tizerinde calistifimizi diisiinelim. Bu durumda hangi sinifa ait oldugu bilinmeyen yeni bir X
ornegi siniflandirilmak istendiginde, Esitlik 2 kullanilarak 6rnegin her sinif i¢in, o sinifa ait
olma olasilig1 hesaplanir. Bu degerler igerisinde en yiiksek olasiliga sahip olan siif 6rnegin ait
oldugu sinif olarak kabul edilir.

P(X|S;)*P(Si)

P(silx) =

()

P(Si|X): X olay1 ger¢eklestiginde Si olayinin gergeklesme olasiligi,
P(X|Si) : Siolay1 gergeklestiginde X olayinin ger¢eklesme olasiligi,
P(Si),P(X) : Sive X olaylarimin 6nsel olasiligidir.

Her bir X 6rneginin ayn1 derecede dneme sahip olmasi sebebiyle P(X) degeri her 6rnek veri
icin aynidir. Bu durumda Esitlik 2, Esitlik 3 bi¢imine sadelestirilebilir.

P(S$i|X) = P(X|S;) * P(Sy) (3)

Her bir siif i¢in Esitlik 3 uygulanip olasiliklar hesaplandiktan sonra 6rnegin ait oldugu sinif
bulunur (Bermejo vd., 2011).

2.2.3. CN2 Algoritmasi

CN2 bir 6grenme algoritmasidir ve iizerinde ¢alisilacak veri kiimesinde kurallar olusturmaya
yonelik gelistirilmistir. Veri kiimesindeki giirtiltiilii 6rneklerden kaynaklanan problemlerle
ilgilenir. Bunun i¢in bir dizi kural olusturur ve karar agacinda budama yapabilecek istatistiksel
teknikler sunar (Hacibeyoglu vd., 2011).

2.2.4. Destek Vektor Makineleri (DVM)

DVM, Vapnik tarafindan gelistirilmis ve istatistiksel 6grenme teorisi alaninda ortaya ¢ikmis
bir 6grenme metodudur (Cortes ve Vapnik, 1995). Smiflandirma i¢in, bir diizlemde bulunan
ornekler arasina bir sinir ¢izerek iki gruba ayirir. Bu sinirin ¢izilecegi yer ise iki grubun da
tiyelerine en uzak olan yer olmalidir. Siirin ¢izilmesi i¢in iki gruba da yakin ve birbirine paralel
iki ¢izgi ¢izilir ve bu ¢izgiler birbirine yaklastirilarak sinir ¢izgisi tiretilir. DVM yontemi, veriyi
birbirinden ayirmak i¢in en uygun fonksiyonun tahmin edilmesi esasina dayanir.

DVM, basit bir yapist olmas1 ve pratik uygulamalarda yiiksek performans gostermesi
bakimindan oldukca kullanighidir. DVM’lerde kullanilacak 6rnek sayis1 6nemli degildir. DVM
egitim esnasinda goriilmemis verileri de sorunsuz olarak siniflandirir. Bu DVM’nin
genellestirebilme yetenegini gosterir. Genellestirebilme 6zelligi DVM?’ yi diger tekniklere gore
iyi bir alternatif yapmaktadir (Kecman, 2001).

Smiflandirilacak 6rnekler Sekil 2°deki gibi dogrusal bir diizlemle ayristirilabilecek seviyede
olabilir. DVM analizi, olaylart ayiran 1-boyutlu diizlemi, hedef kategorilerini temel alarak
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bulmaya caligir. Miimkiin ¢izgilerin sinirsiz sayisi1 vardir. Hangi ¢izginin, daha iyi oldugunu
bulmak ve optimal ¢izgiyi nasil bulacagimiz 6nemlidir. Noktali gosterilen cizgiler en yakin
vektorler arasinda mesafeyi ayiran ¢izgiye paralel olarak c¢ekilir. Noktali ¢izgilerin arasindaki
mesafe kenari ¢agirir. Kenarin genisligini zorlayan vektorler, destek vektorleridir (DTREG,
2014).

Diisiik Simir %enis Simir

Destek Vektorleri
Sekil 2. Destek vektorlerinin gosterimi

Smiflandirilacak ornekler Sekil 3’deki gibi dogrusal bir ¢izgi ile ayrilamayacak durumda
olabilir.

Sekil 3. DVM dogrusal olmayan siniflandirma 6rnegi

Bu durumda dogrusal olmayan bir ¢izgiye ihtiya¢ duyulur. Veriye dogrusal olmayan
egrilerle uymaktansa DVM’yi ¢ekirdek fonksiyonu ile bagka bir uzaya tasiyarak daha tutarl bir
ayrim saglanmig olunur. Sekil 4’de ¢ekirdek fonksiyonlarmin iist boyuta tasimnmasi
gosterilmektedir (Kecman, 2001).

Diisiik boyutlardaki karmasik yap1

Diizlemi

Yiiksek boyuttaki basit yap1

Sekil 4. Cekirdek fonksiyonun iist boyuta taginmasi
2.2.5. Rastgele Orman Algoritmasi

Rastgele Orman Algoritmasi, bir¢cok karar agaci yapisini kullanarak siniflandirmada basari
oranini yiiksek seviye ile yakalayan bir algoritmadir (Breiman, 2001).
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Rastgele orman algoritmasinda, diger karar agaglarina benzer sekilde, dallanma kriterlerinin
belirlenmesi ve uygun bir budama yonteminin secilmesi onemlidir. Dallanma kriterlerinin
belirlenmesinde Gini Katsayist yontemi kullanilmaktadir (Mather, 2005).

Algoritmada aga¢ yapisinin olusturulmasi i¢in her bir diigiimde kullanilacak 6rneklerin
sayis1 ve olusturulacak aga¢ sayisinin belirlenmesi gerekir. Siniflandirma sirasinda karar
ormani, kullanici tarafindan belirlenen K adet agacgtan olusturulur. Yeni bir nesne
siniflandirilacagi zaman bu K adet karar agaci tarafindan isleme tabi tutulur ve her agagtan elde
edilen oranlar igerisinde en yiiksek olani segilerek simif belirlenmesi yapilir (Pal, 2005;
Colkesen, 2009).

Rastgele ormanda kullanilacak veri seti i¢in e8itim ve test verisi onceden belirlenmemisse,

veri setindeki siif oranlar1 dikkate alinarak tiim veri setinin 2/3’si egitim (inBag) ve 1/3’1 test
verisi (OutOfBag, OOB) olarak kullanilir. Karar ormanini olusturacak K tane karar agaci i¢in,
gene K adet bootstrap teknigi kullanilarak 6rneklem olusturulur ve her bir 6rneklem i¢in inBag
ve OOB verisi ayrilir. Tim agaglar ayrilan OOB verisi ile test edilerek hata orani hesaplanir ve
ardindan bu hata oranlarin ortalamasi alinarak karar ormanmin OOB hatasi hesaplanir.
Hesaplanan OOB hata oranina gore tiim agaclara bir agirlik verilir. Hata oran1 ve agaca verilen
agirlik degeri ters orantilidir. Hata orani en yiiksek olan karar agaci en diisiik agirligi, hata orani
en diisiik olan karar agaci ise en yiliksek agirligi alir. Belirlenen agirliklara gore tiim agaclar
siniflandirma islemi i¢in bir oylama isleminden gegirilir. En yiliksek oyu alan aga¢ sinif tahmini
olarak belirlenmis olur (Akman vd., 2011).

2.2.6. Yapay Sinir Aglar

Yapay sinir aglari; insan beyninin 6zelliklerinden olan 6grenme yolu ile yeni bilgiler
tiretebilme, yeni bilgiler olusturabilme ve kesfedebilme gibi yetenekleri herhangi bir yardim
almadan otomatik olarak gerceklestirmek amaci ile gelistirilen bilgisayar sistemleridir. Bu
yetenekleri geleneksel programlama yontemleri ile gergeklestirmek oldukga zordur. Bu sebeple
yapay sinir aglarinin, programlanmasi ¢ok zor veya miimkiin olmayan olaylar i¢in gelistirilmis
bilgisayar tabanli, adaptif bir bilim dali oldugu sdylenebilir (Oztemel, 2012).

Sekil 5’ de insanin sinir hiicresinin biyolojik yapist gosterilmektedir.

Dentrit Sinaps

N \ , Akson
\ \ |
| ,
|I \ / '!:/// J PA /

Sekil 5. Biyolojik sinir hiicre yapisi

Yapay sinir aglari, insanin biyolojik sinir hiicrelerinden yola ¢ikilarak ortaya konulan bir
makine dgrenmesi modelidir. ik modelleri algilayict (perceptron) admi alan, beyin sinir
hiicrelerine benzer bir yapidadir. Sonraki gelismeler ve modeller de temelde ayni yapidan
beslenir. Sekil 6° da, bir algilayiciya ait, girdiler, bu girdileri isleyen bir transfer fonksiyonu,
maliyet fonksiyonu ve sistem sonucunda iretilen ¢ikti degeri/degerleri vardir. Biyolojik
modelin matematiksel gosterime gevrilmis hali olarak da ifade edilebilir (Han ve Kamber, 2006;
Gershenson, 2014).



Miihendislik Bilimleri Dergisi Cilt : 16 Sayi : 48 Sayfa No: 37

Aktivasyon
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Sekil 6._YSA’ya ait bir algilayicinin temel yapisi

Sekil 7’ de bir YSA’ nin temel yapist gosterilmektedir.

O
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Katmam Katman Katmam

Sekil 7. YSA’nin temel yapist

Egiticili 6grenme yaklasimi kapsaminda, egitim i¢in kullanilacak veri kiimesi belirlenir ve
yapay sinir agina uygulanir. Ag 6grenmeye basladiginda gesitli kontrol mekanizmalar: ile
O0grenme orani, hata orani, denetlenir ve belirli bir noktada islem sonuglanir. Kontrol
mekanizmalari, ag iterasyon sayisi, 6grenme orani, hata esik degeri gibi elemanlardan
olusmaktadir. Iterasyon sayisinda, ileri beslemeli algoritmanin, mevcut veri kiimesi iizerine kag
sefer uygulanacagi belirlenebilir. Ogrenme orani, agm hangi hizda 6grenmeyi
gerceklestirecegini ifade eder ve genelde 0,2-0,4 aras1 bir deger almasi onerilir (Han ve Kamber,
2006; Gershenson, 2014).

Algilayicy, girdi ve ¢iktilart olan, yapay sinir aglarinin temel islemci birimidir. xj: j=1,.....d
girdi birimlerini gosterir. Xo her zaman 1 degerini alan ek girdidir. wj, Xj girdi biriminin agirligi,
y de cikti birimidir. y ¢ikt1 birimi en basit durumda girdilerin agirhikli toplamlari olarak
hesaplanir. Esitlik 4 ile bir algilayiciya ait giris ve ¢ikislarin deger hesaplamasi yapilir
(Alpaydin, 2010).

y = X wix; + wy (4)

YSA, egitildikten sonra egitim sirasinda karsilasmadig1 6rnekler i¢in de ilgili tepkiyi liretme
yetenegine sahiptir. Egitilmis bir aga, girisin tamami degil sadece bir kismi verilse bile ag,
hafizadan bu girise en yakin olanini secerek tam bir girig verisi aliyormus gibi kabul eder ve
buna uygun bir ¢ikis degeri iiretir. YSA’ ya, eksik, bozuk veya daha 6nce hi¢ karsilasmadigi
sekilde veri girilse bile, ag kabul edilebilir en uygun ¢ikis1 iiretecektir. Bu ozellik agin
genellestirme 6zelligidir (Tebelskis, 1995).

3. DENEY SONUCLARI

Bu calismada makine 6grenmesi siniflandirma algoritmalarindan NB, k-EYK, CN2 ve
DVM algoritmalar1 kullanilarak; Dermatology, Echocardio, Breast Cancer, Heart Disease,
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Parkinson, Diabetes, Thyroid, Pima ve Bupa biyomedikal veri kiimeleri tizerinde siniflandirma
islemi gergeklestirilmistir. Deneyler, Intel 17 2.4 GHz islemci, 8 GB RAM ozelliklerine sahip
Windows 7 64 bit isletim sistemi kurulu bilgisayarda yapilmistir.

Biitlin algoritmalarda ¢apraz dogrulama sayis1 10 olarak ayarlanmistir. NB algoritmasinda
olasilig1 0 olan durumlarda Laplace Dogrulama yontemi kullanilmistir. k-EYK algoritmasinda
k komsu degeri 7 se¢ilmistir. DVM algoritmasinda kullanilan kernel fonksiyonlarindan Sigmoid
fonksiyon kullanilmistir. YSA’ da gizli (ara) katmandaki néron sayisi her bir veri kiimesi i¢in,
veri kiimesinin sinif 6zelliginin sahip oldugu degerlerin sayist kadar secilmistir. Gene YSA i¢in
maksimum iterasyon sayisi 500 alinmistir. RO algoritmasi uygulanirken ormandaki optimum
agac sayist her veri kiimesi i¢in farkli ¢ikmistir. Yapilan testlerde her bir veri kiimesi i¢in bu
optimum agac¢ sayisina kadar algoritmanin basarimu siirekli artmistir; ancak optimum sayiy1
gectikten sonra ya bagarimda degisme goriilmemis ya da basarim oraninin daha diisiik degerlere
indigi gortlmistir. Ayrica YSA, k-EYK ve DVM algoritmalar1 i¢in veriler iizerinde
normalizasyon islemi uygulanmistir. Bupa ve Thyroid veri kiimelerindeki tim 6zellikler stirekli
degerler oldugu ig¢in veriler {lizerinde ayristirma islemi yapilarak kategorik hale
doniistiiriilmiistiir. Echocardio veri kiimesindeki verilerin yaklagik olarak %53’ i kayip veri
icermektedir. Ayni1 sekilde Diabetes veri kiimesinde de yaklasik olarak %48 oraninda kayip veri
bulunmaktadir. Bu kayip veriler, veri 6n isleme tekniklerinden en yliksek frekans yontemi ile
belirlenerek veri kiimesi giincellenmistir.

Gergeklestirilen deneylere siniflandirma algoritmalarin bagarimlari agisindan bakarsak RO,
YSA, k-EYK ve NB algoritmalarinin CN2 ve DVM algoritmalarina gore daha iyi sonuglar
verdigi goriiliir. Bu dort algoritmadan 6zellikle RO ve YSA algoritmalarinin basarim degerleri
birbirine ¢ok yakindir ve kendilerinden sonra gelen algoritmadan %1.35 daha iyidir. Calisma
stireleri agisindan bakarsak k-EYK, YSA ve NB algoritmalarimin diger algoritmalardan
ozellikle de CN2 ve RO algoritmalarindan ¢ok daha hizli ¢aligtig1 gortiliir. YSA algoritmasinin
en iyi basarima sahip algoritmalardan bir tanesi olmasi ve en hizli ¢alisan ikinci algoritma
olmast YSA algoritmasint diger algoritmalardan bir adim o6ne ¢ikarmaktadir. k-EYK
algoritmasinin en iyi liclincii basarima sahip olmasi1 dezavantaj gibi goziikiirken caligma
zamaninin ¢ok kisa olmasi bir avantajidir. CN2 algoritmasinin uzun ¢alisma zamanina ve diisiik
basarima sahip olmasi, bu algoritmanin deney sonuglarina gore en kotii algoritma oldugunu
gostermektedir. Yapilan deneylere ait sonuglar Cizelge 2’de gosterilmektedir.

4. DENEY SONUCLARININ ISTATISTIKSEL OLARAK KARSILASTIRILMASI

Deney sonuglariin detayli bir analizinin yapilabilmesi i¢in kullanilan algoritmalarin
basarimlar1 ve ¢alisma siireleri istatistiksel olarak karsilastirilmistir. Biyomedikal veri kiimeleri
icin en basarili smiflandirma algoritmasimi belirlemek igin algoritmalar Oncelikle deney
calismalarinda kullanilan her veri kiimesi i¢in basarimlari ve calisma siirelerine gore
siralanmislardir. Algoritmalart basarima gore kiyaslarken herhangi bir biyomedikal veri
kiimesinde basarimi en yliksek olan algoritmadan en diisiik olan algoritmaya kadar sirasiyla
1’den 6’ya kadar olan degerler verilmistir. Calisma siiresine gore kiyaslamak icin ise ¢calisma
stiresi en diisiik olan algoritmadan en yiiksek olan algoritmaya kadar sirasiyla 1’den 6’ya kadar
olan degerler verilmistir. En son ise her bir biyomedikal veri kiimesi i¢in verilen degerlerin
ortalamasi alinarak ortalama basarim ve ortalama c¢alisma siireleri bulunmustur. Bulunan
degerler sekil 8’de gosterilmektedir.
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Cizelge 2. Biyomedikal veri kiimeleri i¢in makine dgrenmesi siniflandirma algoritmalarinin
basarimlar1 ve ¢aligsma siireleri

Biyomedikal Bagarim (%) Siire (sn)

Veri kiimesi NB k-EYK CN2 DVM RO YSA NB k-EYK CN2 DVM RO YSA
Dermatology  97.82 96.43 90.16 97.27 97.81 9755 | 0.11 0.31 3.80 1.52 756 0.92
Echocardio 89.29 90.22 8791 86.48 88.68 88.74 | 0.09 0.04 0.22 0.07 0.08 0.1

Breast 9742 9585 9341 96.71 9542 97.14 | 0.36 0.45 1.82 0.99 1.78 0.48
Cancer

Heart 56.74 58.09 5247 5972 5845 5928 | 0.4 0.1 4 1 1.2 0.9
Disease

Parkinson 7792 9179 87.66 8411 89.79 86.13 | 2.3 0.2 3.2 0.6 4.3 0.5
Diabetes 83.79 7996 78.04 8133 8571 8325 | 0.32 0.09 1.1 0.42 0.8 0.4
Thyroid 96.75 96.30 9351 96.30 9494 9584 | 0.3 0.19 0.8 036 072 049
Pima 7499 7316 7200 7435 7643 7773 | 0.6 0.5 9.7 176 112 0.4
Bupa 66.05 6140 66.68 6031 6813 69.29 | 0.1 0.08 2.2 0.6 2.3 0.31

Ortalama 8231 8258 80.20 8184 8393 8388 | 0.51 0.22 298 081 333 0.0
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Sekil 8. Deneysel sonuglarin bagarim ve siire yoniinden istatistiksel karsilastirilmasi

Elde edilen istatistiksel karsilastirma degerlerine gore YSA algoritmasi ortalama en iyi
basarim degerine ve k-EYK algoritmasi da ortalama en iyi ¢aligma siiresine sahip
algoritmalardir. NB algoritmasi ise hem ortalama bagarim degerinde hem de ortalama ¢alisma
stiresinde ikinci sirada yer almistir. Bu grafige bakarak YSA ve NB algoritmalarinin
biyomedikal veri kiimeleri i¢in hem basarim degerleri hem de calisma siireleri agisindan iyi
sonuglar verdigi ve diger algoritmalara gore tercih edilebilecegi soylenebilir. Deney sonuglarina
gore basarimda birinci sirada yer alan RO algoritmasi ise burada 2.89 degeri ile {i¢iincii sirada
yer almaktadir. Bu degere bakarak RO algoritmasinin yarismalarda genellikle ikinci ve
cogunlukla tigiincii geldigi yorumu yapilabilir. Bdylelikle deneysel agidan basarili olan RO
algoritmasina istatistiksel agidan bakildiginda aslinda o kadarda basaril bir algoritma olmadig1
sOylenebilir. Bunun yani sira CN2 algoritmasi 5.22 basarim degeri ve 5.56 calisma siiresi degere
ile diger biitiin algoritmalardan daha kotiidiir. Boylelikle CN2 algoritmasi deneysel
caligmalarda da oldugu gibi siniflandirma islemi i¢in en son tercih edilebilecek algoritmadir.

Son olarak algoritmalar istatistiksel olarak kutu grafigi yontemi ile karsilastirilmistir. Kutu
grafigi yontemi ile algoritmalarin siniflandirma basarimlari merkezsel konumlar1 gézlenmistir.
Bulunan degerler Sekil 9°da gosterilmektedir.
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Sekil 9. Algoritmalarin bagarim degerlerinin kutu grafigi yontemi ile karsilastirilmasi

Sekil 9’da baktigimizda YSA algoritmasinin kutu grafigi boyu diger algoritmalarin kutu
grafik boylarina gore daha kisadir, biyiklarin kutuya olan uzakliklar1 yakin sayilabilir ve
medyan degeri kutunun ortasina yakin bir yerde olusmustur. Bunun yaninda kutunun alt sinir1
diger algoritmalardan daha yukaridadir ve iist sinir1 ise en yiiksege yakin bir konumdadir. Bu
bilgiler dogrultusunda YSA algoritmasiin degisik 6zellikte olan veri kiimelerine i¢in diger
algoritmalara gore daha kararli sonuclar verdigi goriilmistir. Boylelikle bu c¢aligmada
kullanilmayan diger kiiciik ve orta 6l¢ekli biyomedikal veri kiimeleri i¢in YSA algoritmasinin
basarili sonuglar verecegi soylenilebilir. CN2 algoritmasinin kutu grafigine baktigimizda
ozellikle alt bryigin kutudan ¢ok uzakta oldugu ve medyan degerinin ise ortasina uzak oldugu
goriilmektedir. Boylelikle CN2 algoritmasimin degisik 6zellikteki veri kiimeleri ic¢in farkli
sonuclar verdigi ve kararsiz bir tutum sergiledigi soylenilebilir. Ayrica kutunun iist ve alt
sinirlarinin da diger algoritmalara gore daha diisiik seviyede olmasi bu algoritmanin diger
algoritmalara gore daha basarisiz bir algoritma oldugunun gostergesidir.

5. SONUC VE ONERILER

Makine 6grenmesi algoritmalarinin saglik sektorii alanindaki uygulamalar: her gegen giin
biraz daha artmaktadir. Saglik sektoriinde doktorlar tarafindan yapilan teshis ve tedavilerde
daha dogru sonuglar elde etmek, insan kaynakli hatalar1 engellemek ve doktorun kararina
yardimc1 olmak amaciyla makine 6grenmesi tabanli karar destek sistemleri kullanilmaktadir.
Bunun yani sira ¢ok sayida hastanin bilgilerini barindiran biyomedikal veri kiimelerinin analizi,
istatistiki bilgilerin ¢ikarilmasi ve bilimsel ¢alismalarda kullanilabilmesi i¢in hizli bir sekilde
yorumlanmas1 gerekmektedir. Bu yorumlama isleminde sadece ve sadece bilgisayar
ortamindaki makine 6grenmesi tabanli yazilimlar tarafindan gergeklestirilebilir. Bu ¢alismada
makine 6grenmesi algoritmalarindan k-EYK, NB, CN2, RO, YSA ve DVM kullanilmstir.
Yapilan deneysel ve istatistiksel calismalara gére YSA algoritmasimin yliksek basarimda
sonuclar verdigi ve kiiciik ve orta dlgekli veri kiimeleri i¢in k-EYK algoritmasinin daha hizl
calistig1 goriilmiistir.

Bu calisma ilerde yapilacak olan ¢alismalarin i¢in bir baslangictir. Sonraki ¢alismalarda bu
calismada kullanilan makine Ogrenmesi algoritmalarinin iyilestirilmesi veya hibrit
kullanimlarinin gergeklestirilmesi diisiiniilmektedir. Boylelikle de siniflandirma basarimlarinin
arttirllabilecegi veya calisma stirelerinin azaltilabilecegi diisiiniilmektedir.
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