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Gunumuzde elektrikli cihazlarin yogun kullanimi ile elektrige olan ihtiyag artmistir. Bu ihtiyaci karsilamak igin genel-
likle fosil yakitlar kullaniimaktadir. Ancak fosil yakitlarin gevreye verdigi zarari azaltmak igin hikimetler yenilenebilir
enerji kaynaklarina gesitli tesvikler sunmaktadir. Bu kapsamda glines enerjisi santrallerine yonelik tesvikler de ol-
dukca fazladir. Son zamanlarda birgok yatirirmci glines enerjisi santrali kurmak istemektedir. Glines enerjisi santrali
kurmak ylksek yatirrm maliyeti gerektirdiginden amortisman surelerinin hesaplanabilmesi yatinm karari vermekte
onemli rol oynamaktadir. Teknolojinin gelismesi, bu maliyetlerin amortisman surelerini yapay zeka algoritmalari ile
tahmin etmeyi mimkun kilmistir. Bu galismada, gergek glines enerijisi santrali verileri kullanilarak, derin 6grenme
algoritmalari ile gelecekte uretilebilecek enerji verileri tahmin edilmigtir. Veriler, Humartas Enerji firmasina ait glines
enerjisi santrallerinden alinmistir. Calismada zaman serisi algoritmalarinda yodunlukla kullanilan LSTM (Long Short-
Term Memory, Uzun Kisa Sureli Bellek) yontemi kullanilarak analizler ve tahminler yapilmistir. Calismanin hata orani
%1 ile %17 arasinda oldugu gorulmistir. Bu galismanin riizgar, hidrolik, jeotermal eneriji gibi diger yenilenebilir enerji
kaynaklari iginde kullanilabilecegi 6ngdrilmektedir.

Anahtar Kelimeler: Enerji tahmini, glines enerjisi santralleri, LSTM, yapay zeka, yenilenebilir enerji

Monthly Electricity Production Forecast in Solar Power Plants with Deep
Learning

ABSTRACT

Today, with the intensive use of electrical devices, the need for electricity has increased. Fossil fuels are generally
used to meet this need. However, to reduce the damage caused by fossil fuels to the environment, governments offer
various incentives to renewable energy sources. In this context, incentives for solar power plants are also quite high.
Recently, many investors wanted to establish a solar power plant. Since establishing a solar power plant requires
high investment costs, the calculation of amortization periods plays an important role in making investment decisions.
The development of technology has made it possible to predict the amortization times of these costs with artificial
intelligence algorithms. In this study, energy data that can be produced in the future have been estimated with deep
learning algorithms using real solar power plant data. The data were taken from solar power plants belonging to
Humartas Energy company. In the study, analyzes and predictions were made using the LSTM (Long Short-Term
Memory) method, which is used extensively in time series algorithms. The error rate of the study was found to be
between 1% and 17%. It is predicted that this study can be used in other renewable energy sources such as wind,
hydraulic, geothermal energy.
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GIRIS dogruluk oraninin yliiksek olmasi amaciyla bir enerji fir-

istikrarli ve hizh bir sekilde biiyiimeye ve kalkinmaya
devam eden Turkiye'de artan sanayi faaliyetleri, geli-
sen teknoloji, artan niifus nedeniyle eneriji tiketiminde
her gecen gun artis yasanmaktadir (Acaroglu ve Gulld,
2022). Artan tuketime karsilik fosil yakitlar ile gozumler
uretilmeye ¢alisiimaktadir. Fakat fosil yakitlarin karbon
emisyonu yuksek olmasi nedeniyle ¢evreye verdigi za-
rar ciddi oranda fazladir. Uluslararasi enerji ajansi ra-
poru 2035 yilinda enerji kaynakli CO2 emisyonlarinda
%20 artis yasanacagini 6ngérmektedir (Dam, 2014).

Karbon emisyonunun buyik cogunluguna fosil yakitlar
neden olmaktadir. 2015 yilinda yapilan Birlesmis Mil-
letler iklim Degisikligi Cerceve Sézlesmesi kapsa-
minda, Paris Anlagsmasi yapilmistir. 2016 yilinda yu-
rurlige giren anlasma ile Turkiye'de yenilebilir enerji
kaynaklarina yatirimi artirmak ve fosil yakit tiketimini
azaltmak istenmistir. Yatirmlara ciddi oranda tesvik
verilmesi ile stire¢ daha da hizlanmistir. Bu yatirimlar
ile glines enerji santralleri de blylk oranda tesvikler-
den yararlanmistir.

Ortalama guneglenme siresi 7 saat 50 dk olarak 6l¢u-
len Ulkemizde glnes enerji santrallerinin amortisman
suresi diger ulkelere kiyasla daha kisa oldugu goérul-
mektedir (URL-1, 2020). Son zamanlarda yapilan ¢a-
lismalara goére toplam kurulu glictin %64’ yenilenebilir
enerji kaynaklarindan saglanmaktadir. Bu gicin %7,2
oranini glnes enerji santralleri olusturmaktadir. Bu
oran gun gectikge artmaktadir.

1956 yilinda ortaya ¢ikan ve teknolojinin gelismesiyle
ilerleyen yapay zeka ginlik hayatimizin birgok yerinde
karsimiza ¢ikmaktadir (Moor, 2006). Yapay zeka, 6g-
renme, karar verme, tahmin etme gibi insan 6zellikle-
rini makinelerin taklit etmesine denir. Kisacasi organik
beynin yapabilecegi islemleri makinelerin yapabilmesi-
dir. Telefonlarda kullanilan kigisel asistanlar yapay
zekad uygulamasinin basit bir érnegidir. Yenilenebilir
enerji alaninda ruzgér gici tahmini, rizgar hiz tah-
mini, gines radyasyon miktari tahmini, fotovoltaik sis-
temde gli¢ tahmini, glines takip sistem algoritmalari,
hidrolik enerjide su akis modellemesi, okyanus eneriji-
sinde su seviyesi tahminleri gibi gesitli yenilenebilir
enerji kaynaklarinda yapay zek& uygulamalari bulun-
maktadir (AlShabi ve Assad, 2021).

Yasamimizin her aninda ihtiya¢ duydugumuz enerji ile
islerimizi kolaylastiripp zamani verimli kullanmamiza
olanak saglayan yapay zeka, bu ¢alisma glinimuzde
populer olan ve gelecekte de populerligini devam etti-
recek bu iki alani birlestirilecek bir ¢alisma yapilmistir.
Derin 6grenme algoritmalarinda kullanilacak verilerin
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masindan alinan veriler kullaniimistir. Glines ener;ji
santrallerinin hava durumu, guneslenme suresi, sant-
ral konumu, kullanilan gliines paneli gicl, inverter
glcu, gevresinde bulunan yerlerin albedo etkileri kulla-
nilarak yeni kurulacak veya kurulumu tamamlanmis
santrallerin aylik ortalama elektrik Gretim tahmini yapil-
mistir. Tahmin yapabilmek icin yapay sinir aglarindan
LSTM (Long Short-Term Memory, Uzun Kisa Sureli
Bellek) yontemi kullaniimistir. Diger yapay sinir agla-
rina kiyasla bellekte veri tutma 6zelliginin olmasi tah-
min gicunl artirmaktadir. Bu avantaji kullanarak dog-
ruluk orani yliksek bir tahmin yapmak amaglanmistir.
Calisma sonucunda giines enerji santrali olan yatirim-
cilar bir ay 6nceden elektrik Gretim miktarini 6grenebil-
mis olacaklardir. Kur farklarinin fazla olmasi, artan
malzeme ve iscilik maliyetleri nedeniyle guines eneriji
santrali kurmak isteyen yatinmcilar, amortisman sire-
lerini merak etmektedirler. Bu ¢alisma ile kurulumu ya-
pilacak glines enerji santrallerinin amortisman sureleri
kolaylikla dgrenilebilecektir. Yazilimin ilerleyen asa-
malarinda veri toplama islemleri igin bir yazilim yapil-
masl hedeflenmektedir. Bu sayede veriler sirekli egiti-
lerek tahmin glct ylksek bir uygulama yapilmasi he-
deflenmistir.

MATERYAL VE YONTEM

Klasik derin 8grenme aglari giris verileri ile ¢ikis verileri
bagimsiz olarak galigmaktadirlar. Fakat RNN (Reccur-
rent Neural Network, Yinelemeli Sinir Ag1) giris verileri
ile cikis verilerini etkileyebilmektedir (Sherstinsky,
2020). Ornegin; insanlar bir kelime soylerken nasil ki
Onceki deneyimlerine bagl olarak bir ciimlede o keli-
meyi tam anlamiyla kullanabiliyorsa RNN yapay sinir
agd! da ayni sekilde tahmin yapabilmektedir. RNN ya-
pay sinir aglarn kelimeleri anlam butinligu olacak se-
kilde art arda gelmesini saglayabilmektedir. RNN 6n-
ceki yapilan adimlarin sonuglarini hafizasinda beklet-
mektedir. RNN’ ler teorik olarak uzun dizilerde (long-
sequence) iyi sonuglar vermesi beklenmektedir. Fakat
pratikte gozlemlendiginde bunun basarisiz oldugu go-
rilmektedir. Bu tarz problemlerin Ustesinden gelmek
icin LSTM ve GRU (Gegitlenmis Ozyinelemeli Birimler)
gibi aglar gelistirilmistir (Sherstinsky, 2020).

Derin 6grenme alaninda gelistirilen LSTM yapay bir
RNN mimarisidir (YU ve ark., 2019). GAN (Generative
Adversarial Networks), CNN (Convolutional Neural
Network) yapay sinir aglari ileri besleme mantigi ile ¢ca-
lismaktadir ancak LSTM geri besleme mantidi ile ¢ca-
ismaktadir. LSTM, tek veri noktasinda degil de tim
veri dizilerinde, érnedin video ve konusma gibi iglem-
lerde kullanilabilmektedir.
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LSTM dnitesi, 4 katmandan olugsmaktadir. Bunlar; bir
hiicre, bir unutma kapisi, bir ¢ikis kapisi ve bir giris ka-
pisidir. Hiicre, rastgele zaman araliklarindaki degerleri
hatirlamaktadir. Bu (¢ kapi ise hicreye ¢ikan ve giren
bilgi akisini dizenlemektedirler.

Sekil 1’ de LSTM yapisi ve kapilari gosterilmistir (URL-
2, 2015). Durum hucresi degerli bilgileri tahmin yap-
mak igin hicreler boyunca tagsimaktadir. Bu hiicre ag
hafizasi ve bir iletisim hatti olarak disindlebilir. Hicre
tasimasi ile kisa sureli bellek problemi ¢dézimlenerek
onceki veriler ag boyunca iletilebilmektedir (Landi ve
ark., 2021). Durum hdcresinin tasidigi énemli verileri
kapilar belirleyebilir. Kapilar sayesinde 6énemli veya
onemsiz veriler belirlenebilmektedir. Kapilara gelen
veriler sifir ile bir arasinda sigmoid aktivasyon fonksi-
yonu ile sikistirilmaktadirlar. Aktivasyon sonucunda si-
fir olan veriler unutulurken bir olan veriler durum hic-
resi ile ilerlememektedirler.
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Unutma Kapisi - Cikis Kapisi - Hocre Durumu

Sekil 1. LSTM yapisi

Unutma kapisinda ne tur bilgilerin unutulacagina ne tar
bilgilerinse devam edecegine karar verilmektedir (Van
Der Westhuizen ve Lasenby, 2018). Hicrelerden ge-
len bilgi (ht) ve hicre igerisinde bulunan bilgi (xt) sig-
moid aktivasyon fonksiyonuna girer ve bununla karar
verilir. Sifir olan bilgiler unutulurken bir olan bilgiler du-
rum hcresi ile tagsinmaya devam etmektedir.

Giris kapisi durum hicresi glincellemesi yapmaktadir.
Giris kapisi igerisinde bulunan bilgi ve dnceki bilgileri
sigmoid aktivasyon fonksiyonuna girer. Bunun sonu-
cunda glncelleme olup olmayacagina karar verilir. Si-
fir olan bilgiler dnemsiz olarak goérulirken. Bir olan bil-
giler kullaniimaya devam eder. Ayni zamanda agi du-
zenleme (regulate) islemi igin veriyi eksi bir ve bir ara-
hdina sikistiran tanh aktivasyon fonksiyonu da kullanil-
maktadir. Sonrasinda tanh ve sigmoid fonksiyon ¢ikis-
lari garpilarak hangi bilginin glincellenecegine karar
verilmektedir (Pulver ve Lyu, 2017).

Bir sonraki hicrenin girisini (ht+1) ¢ikis kapisi belirle-
mektedir. Ayni zamanda bu kapi tahmin yapmak i¢gin
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de kullanilir. Oncelikle kapida bulunan bilgi ve gecmis-
teki bilgi sigmoid fonksiyonunda gecirilmektedir. Son-
rasinda durum hicresi Gzerinde mevcut olan veri tanh
fonksiyonundan gecirilmektedir. Son olarak iki sonug
carpilarak bir sonraki hicre igin hangi verilerin giris
(ht+1) hicresi olacagi kararlastirilir. Kapi islemleri ta-
mamlandiginda bir sonraki hiicreye gidecek olan du-
rum hdcresi ve hiicrenin giris bilgisi olarak tanimlanan
Hidden State (ht) bilgilerine karar verilmis olur.

Yapilan galismada yinelemeli sinir aglarindan LSTM
yontemi kullaniimistir. Gegmis yillardaki eneriji verileri
kullanilarak bir zaman serisi igerisinde yeni elektrik
Uretim verileri tahmin edilmistir. Gegmis yillara ait veri-
ler bir enerji firmasindan alinmistir ve glines enerji
santrallerinde enerji kaybini etkileyen faktorlere baki-
larak veriler segilmistir. En 6nemli faktérlerden enerji
veri tarihi (ay-yil), giineslenme suresi, panel teknolo-
jisi, panel gucl, hava durumu, inverter glicl, santral
yasl, santralin bulundugu sehir ve santralin bulundugu
bélgenin albedo degerleri gegmis verileri ele alinarak
gelecekte aylik elektrik tretimi tahmin edilmistir. Daha
once LSTM ydntemi kullanilarak buna benzer birgok
calisma yapilmistir (Konstantinou ve ark., 2021). Fakat
yapilan ¢alismalar yabanci asilli olmasi nedeniyle tam
anlamiyla tlkemize hitap etmemektedir bu nedenle Ul-
kemizin konumuna bagl olarak farkli parametreler ele
alinip daha 6zgin ve sadece LSTM ydntemiyle ener;ji
verileri tahmin edilmeye calisiimistir.

Verilerin daha hizl egitilebilmesi ve sirecin hizli ilerle-
mesi i¢cin Google Colabs’da kodlamalar yapilimigtir.
Programlama dili olarak Python kullaniimistir. Calis-
mada 9 sehirde (izmir, Tokat, Konya, Sanliurfa, Erzu-
rum, Nevsehir, Kayseri, Erzincan, Denizli) bulunan gi-
nes enerji santrallerinin verileri kullaniimigtir. Tarih,
enerji verisi, gineslenme suresi, panel ¢esidi, saha
tipi, saha albedo orani, panel glcl, inverter ¢esidi, in-
verter glicu, glines paneli agisi, AG kablo turQ, santral
performans orani, santralin kuruldugu yildan itibaren
gegen sure; saha yili gibi parametreler kullanilarak bir
veri seti olusturulmustur. Egitim icin 708 adet veri kul-
laniimistir.

BULGULAR VE TARTISMA

Egitim verilerinin ¢ok fazla olmasi yapay zeké algorit-
malarinda dogruluk oranini artirmaktadir. Glines ener;ji
santrallerinde aylik elektrik Gretim tahmini ¢alisma-
sinda egitim icin 708 veri toplanarak tahmin edilecek
olan enerji verisinin dogruluk orani artiriimis ve daha
verimli sonuglar elde edilmistir. Verilerin sistem tarafin-
dan ezberlenip tekrar ayni sonuglarin alinmamasi igin
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egitimde test ve train oranlarinin yani train verileri, de-
rin dgrenme igin kullanilacak verileri ifade ederken, test
verileri derin 6grenme algoritmasinda egitilen verilerin
ne kadar basarili egitildigini goérebilmek igin kullanil-
maktadir. Train ve test verilerinin oranlari iyi bir sekilde
ayarlanmasi gerekmektedir. Aksi taktirde yanhs tah-
minler ile kargilagsma olasihgi yukselmektedir.

Yapilan calisma igin ilk asamada ele alinan verilerin
birbiri ile iliskisi incelenmistir. Bu incelemeler sonu-

Toplam Ortalama std

EnerjiVerileri 708.0 147260.032865 50646.057292

Il 708.0 44.847458 18.297693
GuneslenmeSuresi  708.0 7.683616 3.074541
PanelCesidi 708.0 1.457627 0.562537
SahaTipi 708.0 1.152542 0.359800
Albedo 708.0 0.344986 0.273111
PanelGucu 708.0 291.186441 44.171669
InvertorCesidi 708.0 1.152542 0.359800
InvertorGucu 708.0 309.932203 745.711994
PanelAcisi 708.0 25.169492 0.557400
AGKabloTuru 708.0 2.000000 0.000000
PerformansOrani  708.0 80.611356 1.095128
Sahayili 708.0 3.375706 1.289750

cunda bazi veriler gruplandirilarak gézlemler bu se-
kilde degerlendiriimeye alinip analizler yapiimistir. Se-
kil 2’de gdsterilen betimsel istatistik g6z dnlinde bulun-
durularak veriler arasindaki iligkiler incelenmistir. Top-
lam; toplam ne kadar verinin oldugunu, ortalama; veri-
lerin ortalamalarini, std; standart sapmayi, min; mini-
mum degeri, %25 verilerin %25 degerini, %50 verilerin
%50 degerini, %75 verilerin %75 degerini ve max ise
verilerin en yuksek degerinin kag oldugunu géstermek-
tedir, Il ise sehirleri ifade etmektedir.

min 25% 507% 75% max
12947.30 103772.3825 152827.655 190691.7375 247280.11
3.00 35.0000 42.000 63.0000 81.00
2.00 5.0000 7.000 10.0000 14.00
1.00 1.0000 1.000 2.0000 3.00
1.00 1.0000 1.000 1.0000 2.00
0.15 0.1500 0.200 0.6000 0.80
117.50 265.0000 320.000 320.0000 365.00
1.00 1.0000 1.000 1.0000 2.00
30.00 60.0000 60.000 60.0000 5000.00
25.00 25.0000 25.000 25.0000 27.00
2.00 2.0000 2.000 2.0000 2.00
79.97 80.4500 80.450 80.4500 86.41
2.00 2.0000 3.000 5.0000 6.00

Sekil 2. Betimsel istatistik

Sekil 3'te LSTM yontemi ile yapilan tahmin grafigi gos-
terilmistir. Bir sehrin 100 aylik verilerini ve tahminleri
gorilmektedir. Bazi aylar tahmin ve gercek veriler bir-
birine ¢ok yakin olsa dahi 40. Aydan itibaren bir bo-
zulma oldugu gériilmektedir. Ozellikle santral veriminin
yukseldigi yaz aylarinda tahmin ile gercek deger ara-
sinda farklar azaldigi goérulirken kis aylarinda yani
enerji verilerinin distigl kisimda genel olarak farklarin
oldugu gézlemlenmigtir. Sekil 4’te kayip oranlari daha
net gorilmektedir. LSTM ydntemi ile tahmin edilen ve-
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riler ile gergek verilerin bir kismi karsilagtirma yapabil-
mek i¢in Tablo 1 ve 2'de gosterilmistir. Tablo 1’de derin
dgrenme tahmin sonucunda elde edilen ener;ji verileri
gOsterilmistir. Tablo 2’de ise derin 6grenmede kullani-
lan gercgek veriler gosterilmigstir.

Eksik veriler, veri analizini, verilerin islenmesini glgles-
tirir ve verimin dliismesine neden olabilir. Verilerin az
olmasindan kaynakli olusabilecek asir 6grenmeden
kagcinmak icin “data imputation” ydntemi kullanilarak
146 gbzleme veri gogaltma islemi yapilmigstir.
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Tablo 1. Tahmin sonucunda elde edilen enerji verileri

Egitilen Veriler

Sekil 4. LSTM ybntemi kayip orani

Tablo 2. Gergek zaman ve saha eneriji verileri

80490.34 2020.01 | 91337.31
132247.87 2020.02 | 95706.96
159890.0 2020.03 | 139865.95
179192.93 2020.04 | 177376.23
199040.04 2020.05 | 196894.64
191766.15 2020.06 | 204093.73
183071.73 2020.07 | 205666.77
176731.84 2020.08 | 218475.59
134727.62 2020.09 | 170661.52
116132.65 2020.10 | 113350.90
106262.0 2020.11 | 103350.91
111794.60 2020112 | 613350.92
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Denklem 1’de hata oraninin nasil hesaplandigi goste-
rilmektedir. Ocak ayi hata orani 2. Denklem hesabina
gore yaklasik %13 cikarken, mayis ayi icin bu deger
%1 olarak kargimiza ¢ikmaktadir. Degerler ¢cok degis-
kenlik gdstermektedir. Bunun nedeni veri azligindan
kaynakhdir. Nitelikli veriler artirilarak tahmin edilen ve-
rilerin dogruluk orani artirilabilir.

__ Gergek Veriler—Tahmin Verileri

HO = Tahmin Verileri x100 (1)
HO=Hata Orani
Ocak Ayt Hata Orani = 2133731-80499:3% 4100 2)

80490.34

SONUG

Sunulan galismada yapay sinir aglarindan LSTM yo-
netimi kullanilarak yenilenebilir enerji kaynaklarindan
glines enerji santrallerinin gegmisteki Gretim verileri ile
gelecekte aylik elektrik Uretim miktari tahmin edilmeye
calisiimistir. Calisma sonucunda LSTM sinir agi yon-
temi ile enerji verilerinin tahmininde gercege ¢ok yakin
blyltk basarilar elde edildigi gériimustur. Calisma ile
glines enerji santrallerine yatirrm yapmak isteyen veya
glines enerji santrali olan yatirimcilarin gelecek do-
nemlerde ne kadar elektrik tretecegi 6ngoérilebilmek-
tir. Buna 6rnek verilecek olunursa; giines enerji santrali
yatirrmi yapmak isteyen bir yatirrmci, santralde kullan-
mak istedigi glines paneli ¢esidine, panel glcline, in-
verter ¢esidine, inverter glcune, kurulum yapilacak
santralin ¢gevresinde bulunan orman, asfalt, kirsal arazi
gibi yerlerin albedo etkilerine, kullanacagi kablo ti-
rine, panel agisina, santral konumuna sehir bazl ba-
karak gelecekte santralin, yilin hangi ayi olursa olsun
ne kadar elektrik Uretebilecegini bu ¢alisma ile gore-
bilme sansi yakalayabilecektir. Bu sayede kullanacag
santral urdnlerinde degisiklik yapabilecektir. Ayni za-
manda glines enerji santrali olan bir yatirirmci santralin
hangi sehirde oldugunu, santral sahasinda kullandigi
malzemeleri ve santral yasini yapiimis olan algorit-
maya girerek gelecek aylarda ne kadar elektrik Urete-
bilecegini gdrebilecektir.

Bu yontem yenilenebilir enerji kaynaklarinin birgoguna
uygulanabilir ve bu sayede santrallerdeki Uretim mik-
tarlar bir ay 6nceden tahmin edilebilir. Ornegin; riizgar
santrallerinde riizgar hizi, hava durumu, riizgar kanadi
malzemesi veya hidroelektrik santrallerinde yillik yagis
oranina bagli olarak enerji Uretim tahmini yapilabile-
cegi sonucuna varilmistir. Yapilan ¢alismanin bulgula-
rina gore hata orani %1 ile %17 arasinda oldugu sap-
tanmistir. Bu sonucun yapay zekad algoritmalarina
oranla ¢ok daha dusuk kaldigi sonucuna ulasiimistir.
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